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1. Wstęp 

Praca ta została poświęcona biometrycznej weryfikacji głosu w trybie ze zmiennym 

hasłem. Biometria to dział nauki zajmujący się opracowywaniem metod, które pozwolą na 

ustalenie tożsamości człowieka wyłącznie na podstawie jego cech fizycznych bądź 

behawioralnych. W ostatnich latach nastąpił dynamiczny rozwój rynku systemów 

biometrycznych, który spowodowany jest przede wszystkim chęcią zwiększenia 

bezpieczeństwa aplikacji uwierzytelniających. W technikach biometrycznych automatyczne 

rozpoznawanie dokonywane jest na podstawie: głosu, sygnatury, odcisku palca, wyglądu 

tęczówki lub siatkówki, a także geometrii dłoni. Biometria wykazuje przewagę nad innymi 

sposobami kontroli dostępu, w których ustalanie tożsamości użytkownika dokonuje się na 

podstawie jego wiedzy (hasło, PIN) lub przedmiotu będącego jego własnością (np. karty). 

Cechy biometryczne są unikatowe dla każdego człowieka, a zatem charakterystyka człowieka 

utworzona na podstawie takich cech nie może zostać łatwo podrobiona przez osoby 

postronne.  

Systemy głosowe stanowią jedną z najbardziej obiecujących technologii 

biometrycznych ze względu na prostotę w implementacji i w obsłudze [1]. Dzięki 

wszechobecnej sieci telefonicznej oraz łatwo dostępnym mikrofonom, koszt systemu 

sprowadza się jedynie do oprogramowania [2]. W przypadku innych systemów 

biometrycznych konieczny jest również projekt urządzenia skanującego, np. czytnika 

siatkówki bądź linii papilarnych. Ponadto głos jest najbardziej naturalnym źródłem informacji 

dla zdalnych aplikacji telefonicznych do kontroli dostępu. System weryfikacji oparty na 

analizie głosu sprawdzi się zatem w bankowości: w przypadku telefonicznego kontaktu 

klienta z bankiem, nie będzie on musiał podawać swojego hasła, lecz zostanie zweryfikowany 

na podstawie swojego głosu. 

W kręgu zainteresowań naukowców leżą systemy głosowej weryfikacji oraz 

identyfikacji oparte na zmiennym haśle (ang. text-prompted). Systemy te zapewniają większy 

poziom bezpieczeństwa, gdyż nawet w przypadku odtworzenia nagrania, na którym 

użytkownik wypowiada hasło, osoba postronna nie otrzyma dostępu, z racji tego, że fraza 

generowana jest losowo przez system i za każdym razem jest inna. Systemy te są również 

dogodne dla użytkowników, ponieważ nie muszą oni zapamiętywać swojego hasła. 

Celem tej pracy jest stworzenie systemu weryfikacji opartego na pojedynczych 

modelach samogłosek języka polskiego. Rejestracja do systemu dokonywana będzie na 

podstawie mowy o znanej treści. Proces rejestracji polegać będzie na wydobyciu z sygnału 

mowy pewnych informacji, które posłużą do utworzenia unikatowej charakterystyki danego 

użytkownika, czyli w tym przypadku – zestawu modeli samogłosek. By potwierdzić swoją 

tożsamość użytkownik będzie musiał wypowiedzieć krótkie hasło zawierające nie tylko 

samogłoski, lecz również inne głoski. W czasie uwierzytelniania charakterystyka mówcy 

porównywana będzie z przetworzoną mową wejściową. Istnieją różne podejścia do 
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weryfikacji głosowej w trybie ze zmiennym hasłem. W niektórych systemach 

wykorzystywane są modele całych słów, np. cyfr. Użytkownik rejestruje się do systemu 

wypowiadając kilkukrotnie ciąg cyfr od 0 do 9, natomiast w czasie logowania do systemu 

musi on wypowiedzieć zadaną przez system kombinację cyfr. Inne systemy również bazują na 

modelach pojedynczych fonemów, jednakże dla mówcy tworzony jest kompletny zestaw 

fonemów, składający się nie tylko z samogłosek. Praca ta jest próba ustalenia czy informacja 

zawarta w samogłoskach jest wystarczająca do przeprowadzenia poprawnej weryfikacji 

mówców.    

Praca została podzielona na część analityczną, praktyczną, zestawienie wyników oraz 

podsumowanie. W rozdziale 2. „Część analityczna”, w którym wyodrębniono 

5 podrozdziałów, omówiono wykorzystane algorytmy oraz uzasadniono ich wybór. 

W pierwszym z podrozdziałów, 2.1. „Systemy głosowe”, przeprowadzono klasyfikację 

systemów głosowych. Kolejny podrozdział, 2.2. „Ekstrakcja cech”, stanowi opis procesu 

ekstrakcji cech z sygnału mowy: jej segmentacji oraz parametryzacji. W podrozdziale 2.3. 

„Modelowanie mówcy” zaprezentowano klasyfikatory wykorzystane w systemie. Podrozdział 

2.4. „Proces weryfikacji” opisuje, na jakiej podstawie w systemach weryfikacyjnych 

podejmowana jest decyzja dotycząca akceptacji użytkownika. W podrozdziale 2.5. 

„Ewaluacja systemów weryfikacyjnych” opisano na jakiej podstawie dokonuje się 

jakościowej oceny systemów. Rozdział 3. „Część praktyczna” jest opisem 

zaimplementowanego programu i jego działania. W rozdziale 4. „Weryfikacja wyników” 

zestawiono wyniki pracy systemu. W ostatnim rozdziale przedstawiono wnioski na temat 

całego projektu oraz wskazano możliwości jego dalszego rozwoju i optymalizacji. 
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2. Część analityczna 

2.1. Systemy głosowe 

Systemy głosowe wykorzystywane są do weryfikacji oraz do identyfikacji 

użytkowników. W weryfikacji odpowiedź jest binarna, zadanie systemu sprowadza się do 

oceny, czy użytkownik jest tym, za kogo się podaje. Identyfikacja nie wymaga wstępnej 

deklaracji ze strony użytkownika, system automatycznie wskazuje jego tożsamość spośród 

bazy osób. Systemy identyfikujące otwarte mogą zwrócić odpowiedź negatywną, jeżeli 

prawdopodobieństwo, że autorem danej wypowiedzi jest któryś z mówców z bazy, nie 

przekroczy ustalonego progu. Systemy identyfikujące zamknięte zawsze przypasują do 

wypowiedzi najbardziej prawdopodobną tożsamość. Weryfikacja głosowa wykorzystywana 

jest do potwierdzenia zadeklarowanej tożsamości, na przykład w telefonicznej obsłudze 

klienta, zaś identyfikacja mówców znalazła zastosowanie w systemach bezpieczeństwa do 

wykrywania przestępców oraz w automatycznej transkrypcji konferencji [3]. Automatyczne 

rozpoznawanie możliwe jest jedynie po uprzedniej rejestracji użytkownika w systemie, 

w czasie której tworzony jest model danego mówcy. Proces ten zostanie szerzej omówiony 

w dalszych rozdziałach. 

Systemy głosowe klasyfikowane są ze względu na treść wypowiedzi, na podstawie której 

przeprowadzana jest weryfikacja bądź identyfikacja mówcy. W aplikacjach tekstowo 

zależnych rozpoznawanie dokonywane jest na podstawie z góry określonej frazy, wspólnej 

bądź osobnej dla każdego użytkownika, zaś w tekstowo niezależnych wypowiedź mówcy nie 

jest ograniczona i może on użyć dowolnych słów [3]. Skonstruowanie niezawodnego systemu 

tekstowo niezależnego jest trudniejsze ze względu na brak wiedzy apriorycznej o treści 

wypowiedzi, jednakże takie systemy nie wymagają współpracy ze strony użytkownika [4]. 

Systemy tekstowo zależne odznaczają się większą dokładnością dla mniejszej ilości danych 

treningowych oraz testowych [1]. Systemy tekstowo niezależne oraz klasyczne systemy 

tekstowo zależne mogą nie zapewniać odpowiedniego poziomu bezpieczeństwa, gdyż istnieje 

ryzyko, że na podstawie nagrania osobie niepowołanej zostanie błędnie przyznany dostęp do 

obcych danych. Tej wady pozbawione są systemy tekstowo zależne ze zmiennym hasłem. 

W ich przypadku weryfikacja poprzedzona jest etapem, na którym dokonywana jest ocena czy 

wypowiedź użytkownika w pełni pokrywa się z zadaną frazą, wygenerowaną losowo przez 

program, na przykład ciągiem cyfr [5].  

Ze względu na analizowane informacje wyróżniamy systemy posługujące się cechami  

niskiego oraz wysokiego poziomu. Cechy niskiego poziomu obejmujące na przykład 

częstotliwość, związane są z cechami fizycznymi danego mówcy: rozmiarem strun 

głosowych, długością traktu wokalnego. Cechy wysokiego poziomu są w mniejszym stopniu 

zniekształcane przez zakłócenia, dotyczą na przykład akcentu, dialektu, zasobu słownictwa. 

Do ich wyznaczenia wymagana jest jednak większa ilość danych treningowych, co przekłada 
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się na dłuższy czas ekstrakcji [3, 4]. Powodzenie procesu rozpoznawania w istotnym stopniu 

zależy od doboru cech, na podstawie których będą tworzone jak najbardziej zróżnicowane 

charakterystyki mówców (modele) [6]. W biometrycznym systemie, będącym tematem tej 

pracy, wykorzystano cechy niskiego poziomu ze względu na ich prostszą ekstrakcję oraz 

mniejszą ilość danych niezbędnych do ich wyznaczenia.  

2.2. Ekstrakcja cech 

Proces ekstrakcji cech prowadzi to redukcji danych poprzez transformację sygnału mowy 

na wektory akustyczne odzwierciedlające mówco zależne właściwości [4]. Zastosowanie 

metod przetwarzających możliwe jest tylko na skończonych, stacjonarnych fragmentach 

sygnału. Proces podziału sygnału nazywany jest segmentacją. W technologii mowy 

stosowana jest przeważnie segmentacja, w wyniku której otrzymywane są ramki sygnału 

o stałym czasie trwania 20-30ms (tzw. ramkowanie)  lub  fragmenty odpowiadające fonemom 

bądź sylabom. W systemie opisanym w tej pracy zastosowano ramkowanie ze względu na 

jego prostotę, szybkość oraz większą efektywność [3]. Kolejnym etapem ekstrakcji cech jest 

parametryzacja, czyli przekształcenie fragmentu sygnału w odpowiadający mu wektor 

akustyczny. Podstawowe standardy parametryzacji to: metoda melowo-częstotliwościowych 

współczynników spektralnych MFCC (ang. Mel-Frequency Cepstral Coefficients) oraz 

metoda percepcyjnej predykcji liniowej PLP (ang. Perceptual Linear Prediction). Pozostałe 

metody wywodzą się z tych dwóch klas. Spośród dostępnych rozwiązań wybrano 

parametryzację MFCC, która z powodu swej wysokiej skuteczności z powodzeniem 

stosowana jest zarówno w rozpoznawaniu mowy jak i mówców [3]. Na Rys. 1 został 

przedstawiony schematycznie algorytm parametryzacji metodą MFCC. 

 

Rys. 1  Schemat przedstawiający kolejne kroki metodą parametryzacji MFCC [3]  
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Ramki sygnału poddawane są preemfazie w celu wzmocnienia składowych o wysokiej 

częstotliwości [4], następnie poszczególne fragmenty sygnału wymnażane są przez okno 

czasowe (najczęściej stosuje się okno Hamminga). Okienkowanie ma na celu usunięcie 

artefaktów spektralnych powstałych w wyniku segmentacji [7]. W dalszym kroku metodą 

dyskretnej transformacji Fouriera DFT lub szybkiej transformacji Fouriera FFT otrzymywane 

są widma ramek sygnału. Następnie ich moduły przepuszczane są przez bank filtrów, który 

został zaprojektowany na bazie skali melowej (ang. Mel-scale). Powodem przekształcenia 

skali częstotliwości w skalę Mel są właściwości percepcyjne ludzkiego układu słuchowego. 

Zależność pomiędzy skalą mel a Hz ma charakter nieliniowy i określona jest wzorem [8]:  

 
ὓὩὰὪ ςυωυÌÏÇρ

Ὢ

χππ
 (1)  

Bank filtrów, podobnie jak ucho ludzkie, dokonuje nieliniowej w dziedzinie 

częstotliwości analizy sygnału mowy. Banki filtrów to grupa współdziałających filtrów, 

których zdaniem jest wydzielenie kolejnych pasm częstotliwościowych. Charakterystyki 

filtrów mają taki sam kształt, szerokość podpasm filtrów jest natomiast zmienna: węższa dla 

niższych częstotliwości, szersza dla wyższych (Rys. 2). Pasma przepuszczania nachodzą na 

siebie, aby żadne częstotliwości nie zostały pominięte podczas analizy. Na wyjściach filtrów 

otrzymywana jest energia poszczególnych pasm sygnału [3].  

 

Rys. 2 Bank filtrów [8] 

W ostatnim etapie przeprowadzana jest dyskretna transformacja kosinusowa (DCT), 

która zwiększa niezależność statystyczną wektora cech. Wektor otrzymany w wyniku 

działania metody MFCC składa się z ὔ współczynników podstawowych ὧὭ: 

 

ὧ
ς

ὔ
ά ÃÏÓ

“Ὥ

ὔ
Ὦ
ρ

ς
ȟ (2)  

gdzie άὮ to wyjście logarytmu energii Ὦ-tego filtru [8]. Do podstawowych współczynników 

dołączane są także ich przyrosty czasowe pierwszego i drugiego rzędu oraz element będący 

wartością energii całkowitej ramki mowy [3, 9].   
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2.3. Modelowanie mówcy 

Rejestracja mówcy polega na wytrenowaniu jego modelu akustycznego. Proces 

autoryzacji polega zaś na porównaniu wektorów cech wyekstrahowanych z mowy testowej 

z modelem zapisanym w bazie (ang. pattern matching). W systemach rozpoznawania 

stosowane są dyskryminacyjne bądź probabilistyczne modele mówców. W modelowaniu 

z wykorzystaniem klasyfikatora probabilistycznego, badane jest prawdopodobieństwo 

wygenerowania obserwacji, czyli zestawu wektorów cech, przez dany model. Istota 

modelowania dyskryminacyjnego sprowadza się do wyznaczenia podobieństwa pomiędzy 

wejściowymi wektorami a modelem. Przykładami klasyfikatorów probabilistycznych są: 

ukryte modele Markowa HMM (ang. hidden Markov model), mikstura gaussowska GMM 

(ang. Gaussian mixture models), zaś dyskryminacyjnych: kwantyzacja wektorowa VQ 

(ang. vector quantization), nieliniowe dopasowanie czasowe DTW (ang. dynamic time 

wrapping), metoda najbliższego sąsiada NN (ang. nearest neighbour). Innymi klasyfikatorami 

zyskującymi znaczenie w dziedzinie analizy głosowej są: maszyna wektorów nośnych SVM 

(ang. support vector machine) oraz sieci neuronowe ANN (ang. artificial neural networks) 

[4]. Wymienione klasyfikatory przeanalizowano pod względem zastosowania w systemie ze 

zmiennym hasłem. Klasyfikator DTW oceniany jest jako trudny do zaimplementowania 

w systemach text-prompted [1]. Metody modelowania VQ oraz GMM znalazły zastosowanie 

głównie w systemach tekstowo niezależnych [4]. Większość rozwiązań opisanych 

w literaturze bazuje na modelach Markowa HMM oraz na miksturach gaussowskich GMM 

i również taką technikę modelowania przyjęto w tym projekcie.  

2.3.1. Mikstury gaussowskie 

Mikstury gaussowskie są często wykorzystywane w systemach biometrycznych, 

zwłaszcza w systemach rozpoznawania mówców, ze względu na ich zdolność polegającą na 

reprezentacji rozkładów dużej ilości zmiennych [10]. 

Pojedynczy komponent mikstury gaussowskiej stanowi wielowymiarowa funkcja 

gęstości prawdopodobieństwa obserwacji Ὀ-wymiarowego wektora ὼ: 

 
ὫὼȿόȟВ

ρ

ς“ ȿВȿ
Ὡὼὴ

ρ

ς
ὼ όᴂВ ὼ ό ȟ (3)  

gdzie ό oznacza wektor wartości oczekiwanych, a В macierz kowariancji. Mikstura ‗ jest 

sumą ważoną M rozkładów Gaussa:  

 

ὴὼȿ‗ ύὫὼȿόȟВ ȟ (4)  

gdzie ύὭ to współczynnik wagowy Ὥ-tego komponentu. Suma wszystkich współczynników jest 

zawsze równa jedności:  

 

ύ ρȢ (5)  

Do opisu mikstury gaussowskiej ‗ ύȟόȟВ  konieczny jest zatem następujący 

zestaw parametrów: współczynniki wagowe ύ, wektory wartości oczekiwanych ό 



7 

 

i macierze kowariancji В od wszystkich komponentów. Macierze В mogą być macierzami 

diagonalnymi lub pełnymi. Każdy komponent może mieć unikatową macierz kowariancji oraz 

wektor wartość oczekiwanych lub parametry te mogą być takie same dla kilku komponentów. 

Konfiguracja modelu (liczba komponentów, typ macierzy В oraz powiązanie parametrów) 

zależy od ilości danych, które posłużą do estymacji parametrów mikstury oraz od jego roli 

w systemie. Estymacja parametrów mikstury polega na znalezieniu takiego ich zestawu, który 

w najlepszym stopniu reprezentowałby rozkład cech obserwowanych wektorów.  

Algorytmami estymacji parametrów modelu GMM są: metoda MAP 

(ang. maximum a posteriori) oraz metoda ML (ang. maximum likelihood). Celem estymacji 

metodą ML jest otrzymanie takiego zestawu parametrów modelu GMM, który 

maksymalizowałby prawdopodobieństwo generacji wektora danych obserwacji przez ten 

model. Dla wektora obserwacji ὕ έȟέȟȢȢȟέ , prawdopodobieństwo generacji przez 

model GMM (zakładając niezależność statystyczną wektorów) można zapisać jako:   

 

ὴὕȿ‗ ὴέȿ‗Ȣ (6)  

Bezpośrednia estymacja prawdopodobieństwa z wyrażenia (6) nie jest możliwa, jednakże 

parametry ML mogą zostać obliczone iteracyjnie dzięki metodzie EM (ang. expectation 

maximization). W pojedynczej iteracji estymowany jest nowy model ‗Ӷ z początkowego 

modelu  ‗, tak by:  

 ὴὕ‗Ӷ ὴὕȿ‗. (7)  

Model ‗Ӷ staje się model początkowym w następnej iteracji, obliczenia prowadzone są do 

osiągnięcia zadanego progu zbieżności. Metoda MAP jest wykorzystywana przede wszystkim 

do adaptacji modelu uniwersalnego UBM (ang. Universal Background Model), w wyniku 

której otrzymywany jest model mówco zależny [10]. Modele mówców nie są trenowane od 

początku, lecz adaptowane, ponieważ ilość danych treningowych może być niewystarczająca 

do estymacji tak dużej ilości parametrów [1]. Metoda ta przypomina w swym działaniu 

metodę EM, jednakże parametry nowego modelu są w każdej iteracji łączone z parametrami 

modelu apriorycznego. Na proces ten wpływa współczynnik, którego wartość zależy od ilości 

nowych danych. Parametry aktualizowane są osobno dla każdego komponentu mikstury. Jak 

przestawiono na Rys. 3 zestaw parametrów komponentów, do których przypasowano dużą 

ilość nowych danych, będzie się znacznie różnił od tych opisujących model aprioryczny, zaś 

parametry komponentów, do których przypasowano niewielką ilość danych, będą się niewiele 

różnić od tych z modelu apriorycznego [10]. 



8 

 

 

Rys. 3 Adaptacja  modelu GMM [10] 

2.3.2. Ukryte modele Markowa 

Struktura ukrytych modeli Markowa opiera się na założeniu, iż mowę można przedstawić 

w postaci ciągu składającego się z Ὕ obserwacji (wektorów akustycznych): 

ὕ έȟέȟȢȢȟέ . W zależności od przyjętej jednostki fonetycznej sekwencja obserwacji 

może odpowiadać zakodowanemu słowu, sylabie lub fonemowi. Wynikiem rozpoznania 

będzie taka jednostka fonetyczna, w tym przypadku fonem ύ, dla której 

prawdopodobieństwo, iż została ona wygenerowana przez zestaw wektorów ὕ, wyniesie 

największą wartość: 

 ÁÒÇÍÁØὖύȿὕ . (8)  

Jednakże bezpośrednie wyznaczenie tego prawdopodobieństwa nie jest możliwe, stąd po 

zastosowaniu reguły Bayesa:   

 
ὖύȿὕ

ὖὕȿύ ὖύ

ὖὕ
Ȣ (9)  

Z tego względu, iż prawdopodobieństwo ὖύ  zależy od przyjętego modelu językowego 

a ὖὕ  to prawdopodobieństwo zaistnienia obserwacji, można przyjąć, że wynik równania (9) 

zależy tylko od prawdopodobieństwa ὖὕȿύ  ψȟρπ. Bezpośrednia estymacja połączonych 

prawdopodobieństw warunkowych  ὖέȟέȟȣȿύ  z  przykładowej mowy nie jest 

praktyczna ze względu na złożoność obliczeniową wynikającą z wymiaru pojedynczego 

wektora akustycznego. W związku z tym przyjmuje się założenie, że obserwacje zostały 

wygenerowane przez model Markowa. W konsekwencji wystarczy zatem dokonać prostszej 

obliczeniowo estymacji parametrów modelu Markowa [3].  

Pojedynczy model Markowa składa się ze skończonej ilości stanów. W każdej jednostce 

czasu model może znajdować się w jednym ze stanów. Przy przejściu z jednego stanu do 

drugiego generowana jest obserwacja έ. Prawdopodobieństwa emisji obserwacji ὦέ  

zebrane są w macierzy B. Prawdopodobieństwa przejść ὥ  pomiędzy stanami Ὥ oraz Ὦ opisane 
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są macierzą ὃ o wymiarze równym liczbie stanów [3]. Estymacja parametrów modeli 

dokonywana jest w procesie tzw. treningu poprzez algorytm Bauma-Welcha [8]. Na Rys. 2 

został przedstawiony przykładowy model Markowa składający się ze sześciu stanów oraz 

wyemitowany przez niego sześcioelementowy ciąg obserwacji. Stan pierwszy oraz ostatni są 

stanami nieemitującymi.  

 

Rys. 4 Przykładowa struktura modelu Markowa [8] 

Łączone prawdopodobieństwa warunkowe generacji ciągu obserwacji ὕ poprzez 

sekwencję stanów ὢ modelu ὓ można wyznaczyć dzięki znanym prawdopodobieństwom 

przejść i emisji: 

 ὖὕȟὢȿὓ ὥ ὦ έ ὥ ὦ έ ὥ ὦ έ ȣ (10)  

Jednakże odpowiadający sekwencji wektorów obserwacji ὕ wektor stanów ὢ nie jest znany 

(stąd mowa o ukrytych modelach Markowa), dlatego też poszukiwane prawdopodobieństwo 

jest sumą prawdopodobieństw emisji ciągu obserwacji ὕ przez wszystkie możliwe sekwencje 

stanów [8]:   

 

ὖὕȿὓ ὥ ὦ έ ὥ  Ȣ (11)  

W praktyce prawdopodobieństwo generacji danej wypowiedzi przez model mówcy ὓ nie 

wylicza się bezpośrednio z równania (11), lecz określa się w przybliżeniu biorąc pod uwagę 

jedynie najbardziej prawdopodobną sekwencję stanów [8]:  

 

ὖὕȿὓ ÍÁØὥ ὦ έ ὥ  Ȣ (12)  
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Do tego celu stosuje się rekursywny algorytm Viterbiego, którego działanie w uproszczonej 

formie, czyli poprzez analogię do znajdowania najlepszej ścieżki w grafie, przedstawiono na 

Rys. 5. 

 

Rys. 5 Algorytm Viterbiego w rozpoznawaniu izolowanego słowa [8] 

Wierzchołki grafu, oznaczone kropkami, reprezentują prawdopodobieństwa emisji 

obserwacji, zaś krawędzie - prawdopodobieństwa przejść między stanami. 

Prawdopodobieństwo emisji uzależnione jest od aktualnego stanu i chwili czasu. Stan 

pierwszy i ostatni są stanami nieemitującymi, w związku z tym wierzchołki przedstawiające 

te stany nie zostały oznaczone. Przez graf można przechodzić tylko w jednym kierunku: od 

lewego dolnego wierzchołka do prawego górnego (w rozpoznawaniu mowy wykorzystuje się 

jedynie modele typu lewy-prawy, ang. left-to-rigth) [11]. Każdemu poziomowi grafu (oprócz 

0 i T+1) odpowiada jeden zestaw wektorów obserwacji. Ścieżka w grafie odpowiada 

sekwencji ukrytych stanów, z które z kolei reprezentują fonem ύ. Dla tego też możliwe jest 

znalezienie sekwencji, dla której ὖύȿὕ  osiąga maksimum poprzez znalezienie ścieżki, 

której długość równa ÌÎὖύȿὕ  jest minimalna. Wniosek ten jest następstwem faktu, iż 

ÌÎὖύȿὕ  jest monotoniczną funkcją ὖύȿὕ  oraz, że istnieje wzajemnie jednoznaczne 

odwzorowanie sekwencji stanów ze ścieżkami. A zatem, sekwencji stanów o największym 

prawdopodobieństwie generacji danego ciągu wektorów obserwacji odpowiada ścieżka 

o najmniejszej długości [3]. W tym rozdziale przedstawiono algorytm rozpoznawania 

izolowanego słowa. Dzięki właściwościom ukrytych modeli Markowa możliwe jest 

rozpoznawanie także ciągłej mowy będącej sekwencją słów. Modele HMM mogą być łączone 

w dowolne ciągi. Połączenie modeli jest równoważne z połączeniem nieemitującego stanu 

modelu wyjściowego z nieemitującym stanem modelu wejściowego [11]. 

 Ramka 

mowy 

(czas) 

 Stan 
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2.4. Proces weryfikacj i  

Odpowiedź systemów automatycznej weryfikacji jest binarna. Istota weryfikacji 

sprowadza się zatem do wskazania, która z dwóch możliwych hipotez jest bardziej 

prawdopodobna [1]: 

¶ hipoteza zerowa H0 - mówca jest tym, za kogo się podaje 

¶ hipoteza alternatywna H1 - mówca nie jest tym, za kogo się podaje.   

W wyniku testu hipotezy zerowej H0 przeciwko hipotezie alternatywnej H1 dla mówcy Ὓ 

otrzymuje się:  

 
ɤ ὕ

ὖὕȿὌ

ὖὕȿὌ
ȟ (13)  

gdzie ὖὕȿὌ  to prawdopodobieństwo uzyskania wektora obserwacji ὕ od deklarowanego 

mówcy, zaś ὖὕȿὌ  – od innego mówcy. Współczynnik ɤ ὕ  jest porównywany 

z wartością punktu akceptacji Ὕ, a następnie jedna hipoteza zostanie odrzucona na rzecz 

drugiej: 

 ɤ ὕ
Ὕȟ ύώὦὭὩὶᾀ Ὄ
Ὕȟ ύώὦὭὩὶᾀ ὌȢ

 (14)  

Wartość punktu akceptacji T może zostać wyznaczona na kilka sposobów: 

¶ poprzez kryterium Neymana-Pearsona, 

¶ poprzez analizę wartości stosunku stopy fałszywego odrzucenia i stopy fałszywej 

akceptacji w funkcji wartości T i wybór takiej wartości T, przy której stosunek osiąga 

żądaną wartość, 

¶ poprzez obliczenie stosunku apriorycznych prawdopodobieństw, że użytkownik jest 

tym za kogo się podaje oraz że nie jest tym za kogo się podaje [2].  

W wyniku działania algorytmu Viterbiego otrzymywane są logarytmy funkcji gęstości 

prawdopodobieństwa. Prawdopodobieństwo uzyskania wektora obserwacji ὕ przez model 

deklarowanego mówcy Ὓ przeważnie jest porównywane z prawdopodobieństwem uzyskania 

tego samego ciągu obserwacji przez model uniwersalnego mówcy, który reprezentuje niejako 

zbiór innych mówców [1, 12]: 

 ɤ ὕ ÌÏÇὴὕȿ‗ ÌÏÇὴὕ‗  (15)  

W praktyce  wynik osiągnięty przez mówcę jest normalizowany poprzez odniesienie do 

innych modeli mówców z bazy – tzw. kohorty.  Aby wyznaczyć punkt akceptacji pracy 

należy przekształcić wyniki dużej ilości mówców, tak by mieściły się one w podobnym 

przedziale. Normalizacja prowadzi do minimalizacji odchyleń wyników uzyskiwanych przez 

jednego mówcę, które nie zostały wyeliminowane na etapie ekstrakcji cech osobniczych oraz 

modelowania. Przeważnie wykorzystywana jest normalizacja w postaci [4]:  
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ᾀ

ᾀ  ‘

„
 (16)  

gdzie ᾀ to znormalizowany wynik użytkownika, ᾀ – oryginalny wynik, ‘ oraz „ to średnia 

i odchylenie standardowe wyników uzyskanych przez tzw. oszustów.  

Istnieje kilka podejść do normalizacji [2, 13]: 

¶ Z-normalizacja (ang. zero normalization) – model testowany jest z wypowiedziami, 

których modelowany mówca nie jest autorem, następnie mówcy przypisywana jest na stałe 

średnia i odchylenie z tych wyników, 

¶ T-normalizacja (ang. test normalization) – dokonywana w czasie testu, wypowiedź 

testowana przeciwko modelowi deklarowanego mówcy oraz grupie innych modeli,  

¶ H-normalziacja (ang. handset normalization) – metoda ta jest podobna do 

Z-normalizacji, również przeprowadzana jest na poziomie treningu, średnia ‘ oraz 

odchylenie „ są w tej metodzie obliczane z wyników otrzymanych przez innych mówców, 

którzy zostali nagrani z wykorzystaniem tego samego rejestratora co deklarowany mówca.  

Możliwe jest również zastosowanie kombinacji dwóch sposobów normalizacji [1]. 

Deklarowany mówca może wchodzić w skład kohorty. Istnieje również podejście, by do 

kohorty wprowadzać tylko mówców tej samej płci co deklarowany mówca. W niektórych 

systemach do kohorty włączani są mówcy, których modele osiągnęły najwyższe wyniki w 

danym teście [13].    

2.5. Ewaluacja systemów weryfikacyjnych  

Mówcy, którzy osiągnęli wynik ᾀ większy od wartości progowej Ὕ są akceptowani 

przez system, zaś mówcy z mniejszymi wynikami są odrzucani. Jednak nie każdy mówca 

z odpowiednio wysokim wynikiem jest słusznie przepuszczany przez system, a także nie 

każdy mówca, który osiągnął niski wynik jest prawidłowo odrzucany. W systemach 

weryfikacji wyróżnia się następujące zdarzenia: 

¶ prawidłowa akceptacja TA (ang. true acceptance) Έ tożsamość deklarowana przez 

użytkownika jest zgodna z rzeczywistą i odpowiedź systemu jest pozytywna; 

¶ fałszywa akceptacja FA (ang. false acceptance) Έ tożsamość deklarowana przez 

użytkownika nie jest zgodna z rzeczywistą, ale odpowiedź systemu jest pozytywna; 

¶ fałszywe odrzucenie FR (ang. false rejection) Έ tożsamość deklarowana i rzeczywista 

użytkownika są zgodne, ale odpowiedź systemu jest negatywna; 

¶ prawidłowe odrzucenie TR (ang. true rejection) Έ tożsamość deklarowana przez 

użytkownika nie jest zgodna z rzeczywistą, a odpowiedź systemu jest negatywna [14]. 

 

Na Rys. 6 przedstawiono dwie funkcje gęstości warunkowego prawdopodobieństwa 

otrzymania wyniku ᾀ przez mówcę, którego deklarowana tożsamość jest zgodna z prawdziwą 

ὴᾀȿὌ  oraz niezgodna z prawdziwą ὴᾀȿὌ , a także zaznaczono obszary, w których 
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dochodzi do odpowiadających skrótom literowym zdarzeń. Obszar, w którym może dojść 

zarówno do fałszywej akceptacji jak i do prawidłowej akceptacji, oznaczono jako ‘FA/TA’. 

  

 
Rys. 6 Rozkłady prawdopodobieństwa wyniku mówców i oszustów [2] 

Zdarzeniami niepożądanymi w weryfikacji są fałszywa akceptacja (błąd typu I) oraz 

fałszywe odrzucenie (błąd typu II). Do oceny prawdopodobieństwa wystąpienia tych zdarzeń 

wykorzystuje się stopę fałszywej akceptacji FAR False Acceptance Rate (lub też: FPR False 

Positive Rate) oraz stopę fałszywego odrzucenia FRR False Rejection Rate (lub też FNR 

False Negative Rate). Obniżenie wartości jednego ze współczynników poprzez zmianę 

punktu akceptacji T, skutkuje wzrostem wartości drugiego. By dokonać oceny całkowitej 

wydajność systemu należy uwzględnić obie te wartości. W tym celu stosuje się współczynnik 

EER (ang. equal error rate), któremu odpowiada punkt przecięcia wykresów stopy 

fałszywego przyjęcia oraz stopy fałszywego odrzucenia w funkcji wartości progu akceptacji. 

Im niższa wartość współczynnika EER, tym wyższa dokładność systemu.  

Nie wszystkie aplikacje pracują przy punkcie EER, są one dostosowywane w zależności 

od przeznaczenia. W przypadku dostępu do biura w godzinach pracy, preferowana byłaby 

niska wartość stopy fałszywego odrzucenia, stopa fałszywej akceptacji miałaby drugorzędne 

znaczenie. Natomiast w przypadku systemów zabezpieczających, fałszywa akceptacja byłaby 

niedopuszczalna. Wskaźnikiem do oceny jakości systemu z uwzględnieniem tzw. kosztów 

błędów jest współczynnik DCT (ang. Decision Cost Function). Wskaźnik $#4 definiowany 

jest jako:   

 $#4  # Ͻ0Ͻ&22# Ͻ0Ͻ&!2ȟ (17)  

gdzie: #&2 i #&! oznaczają koszty fałszywego odrzucenia oraz fałszywej akceptacji,  a 0 i 0, to 

aprioryczne prawdopodobieństwa, że mówca jest za kogo się podaje oraz że nie jest tym za 

kogo się podaje, przy czym 0 0 ρ [13]. 
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Graficzną prezentacją jakości systemu jest wykres DET (ang. Detection Error 

Trade-off). Przykładowy wykres DET przedstawiono na Rys. 7. Osie reprezentujące wartości 

stopy fałszywej akceptacji FAR oraz stopy fałszywego odrzucenia FRR, są zazwyczaj 

odpowiednio przeskalowane. Na krzywej DET zaznaczono okręgiem punkt EER, w którym 

współczynniki FAR i FRR są sobie równe [13].  

 

Rys. 7 Wykres DET [13] 
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3. Część praktyczna 
Na rysunku Rys. 8 przedstawiono ideowy schemat weryfikacji w trybie ze zmiennym 

hasłem. 

 

Rys. 8 Schemat ideowy weryfikacji  

W systemach weryfikacji (Rys. 8) można wyznaczyć następujące moduły: 

¶ rejestracja – użytkownik podaje login, do którego zostanie przypisany model 

i wypowiada z góry określone zdania, jego mowa jest przetwarzana, a następnie na podstawie 

wyekstrahowanych z niej wektorów cech tworzony jest model mówcy, działanie modułu 

zostało zawarte w funkcji „enroll”; 
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¶ testowanie - użytkownik podaje login i wypowiada krótką frazę wygenerowaną przez 

system, z sygnału mowy ekstrahowany jest wektor cech, który następnie porównywany jest 

z modelem przypisanym do tego logina, zaś zwracany wynik posłuży do wydania decyzji, 

działanie modułu zostało zrealizowane poprzez funkcję „verify”; 

¶ weryfikacja – system podejmuje decyzje na podstawie wyniku oraz znanego punktu 

akceptacji systemu. 

W systemach weryfikacyjnych typu text-prompted wykorzystywane są zazwyczaj 

modele całych słów. Autorzy artykułu „Prompting of  Passwords in Speaker Verification 

Systems” [15] posłużyli się w swojej pracy modelami HMM. Każdemu użytkownikowi 

w bazie odpowiada zestaw dziesięciu modeli słów: „zero”, „one”, …, „nine”. W czasie testu 

użytkownik wypowiada ciąg słów składający się czterech lub pięciu cyfr. Jak twierdzą 

autorzy pracy pt. “Text-prompted speaker verification experiments with phoneme specific 

MLP's” [5] systemy w trybie ze zmiennym hasłem o tak ubogiej leksyce jak cyfry, nie będą 

zapewniały odpowiedniego stopnia bezpieczeństwa. Dlatego też prezentowany przez nich 

system oparty jest na modelach pojedynczych fonemów. Do modelowania wykorzystali oni 

hybrydę modeli HMM oraz MLP (ang. Multi Layer Perceptrons). W proponowanym przez 

nich systemie realne jest zastosowanie bogatej leksyki ze względu na możliwość łączenia 

modeli HMM. Dysponując zestawem modeli fonemów, można niejako zamodelować całe 

słowo składające się z tych fonemów. Jak wykazali, fonemy nie przenoszą równej ilości 

informacji o cechach osobniczych mówcy. 

W systemie będącym tematem tej pracy użytkownik nie posiada stałego hasła, jest ono 

zmienne. Stworzony system opiera się wyłącznie na modelach samogłosek. Wykorzystano 

modele Markowa, w których każdy stan opisywany jest przez miksturę gaussowską. Dla 

każdego mówcy trenowane są modele samogłosek z języka polskiego: „a”, „ą”, „e”, „ę”, „i”, 

„o”, „u”, „y”, dwa modele ciszy: „sp” oraz „sil” oraz model reprezentujący całą resztę mowy 

„ROS”. Ograniczenie liczby modeli przekłada się na krótszy czas trenowania modelu mówcy 

(mniej modeli fonemów do wytrenowania) oraz krótszy czas testowania (mniej możliwych 

modeli do rozpoznania). Mniejsza ilość modeli przypadających na jednego mówcę to również 

mniejszy rozmiar plików z definicjami (łatwiejsze przechowywanie). Posiadanie tak małej 

ilości informacji o mówcy może jednak wpłynąć na pogorszenie sprawności systemu. 

Jednakże, samogłoski stanowią największe źródło informacji o cechach osobniczych danego 

mówcy. W czasie ich wypowiadania trakt wokalny pozostaje otwarty, a narządy artykulacyjne 

pozostają w bezruchu. W sygnale mowy samogłoski niosą najwięcej energii, z powodu tej 

właściwości najłatwiej jest je rozpoznać na spektrogramie [16].  

Do realizacji założeń projektowych wykorzystano środowisko Matlab oraz kilka 

podprogramów wchodzących w skład pakietu HTK 3.4.1 (ang. Hidden Markov Model 

Toolkit). Pakiet ten udostępniany jest bezpłatnie przez grupę z Cambridge w postaci kodu 

źródłowego w języku C, który należy samodzielnie skompilować [17]. Podprogramy 

pozbawione są interfejsu graficznego, muszą być one wywoływane z argumentami w wierszu 

poleceń systemu operacyjnego. Do pakietu dołączona jest obszerna dokumentacja, w której 
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opisano jak skonstruować krok po kroku własny system automatycznego rozpoznawania 

mowy. Obsługa pakietu HTK nie jest łatwa dla osoby nieobeznanej z jego specyfiką, jednakże 

dostarcza on szereg narzędzi do analizy i przetwarzania mowy, a zarazem oferuje swoim 

użytkownikom szeroki wachlarz możliwości potencjalnego zastosowania. W zależności od 

swoich potrzeb, użytkownicy mogą na przykład wykorzystać tylko kilka ze skryptów lub 

uzupełnić je swoimi [3].  

Obsługa pakietu HTK  

Do pracy z pakietem HTK konieczne są następujące pliki: 

¶ słownik dict – zawiera słowa oraz ich transkrypcje na poziomie fonemów; 

¶ gramatyka gram – przedstawia spodziewane sekwencje słów ze słownika; 

¶ słowosieć wdnet (ang. wordnet) – przetworzona gramatyka, pakiet HTK nie 

wykorzystuje gramatyki bezpośrednio w postaci zdefiniowanej przez użytkownika;   

¶ plik typu MLF (ang. Master Label File) – plik zawierający transkrypcję nagrań (na 

poziomie fonemów lub słów);  

¶ lista modeli HMM monophones; 

¶ plik z definicjami modeli HMM hmmdefs – opis struktury każdego modelu z listy, 

zawiera informacje takie jak: rozmiar i typ wektorów akustycznych, liczba stanów, liczba 

komponentów mikstury opisującej dany stan oraz parametry mikstur (współczynniki wagowe, 

wektory wartości oczekiwanych, wektory wariancji), a także macierz przejść; 

¶ plik proto – opis prototypu modelu HMM, dostarcza informacji o pożądanej liczbie 

stanów, długości wektora akustycznego oraz jego typie;  

¶ plik config – plik konfiguracyjny, poprzez treść tego pliku użytkownik wpływa na 

przebieg segmentacji oraz rodzaj parametryzacji, istnieje możliwość określenia m.in. długości 

i typu funkcji okna czasowego, długości ramki, wartości współczynnika preemfazy, liczby 

współczynników cepstralnych oraz długości wektora obserwacji; 

¶ plik typu SCP (ang. script file) – plik zawierający spis ścieżek do plików 

dźwiękowych typu WAV lub sparametryzowanych plików typu MFC, w przypadku 

przetwarzania większej ilości plików dźwiękowych, wygodniej jest je zapisać do pliku 

skryptowego i z nim wywoływać odpowiednie komendy HTK. 

 

W systemie będącym przedmiotem tej pracy wykorzystano następujące funkcje 

pakietu HTK: 

¶ HParse – tworzenie sieci słów na podstawie danej gramatyki, 

¶ HRest – reestymacja parametrów modeli HMM, funkcja wykorzystywana do 

trenowania modeli HMM, 

¶ HVite  – przeprowadzenie algorytmu Viterbiego na modelach i uzyskanie wyniku 

rozpoznania w postaci logarytmu prawdopodobieństwa, 

¶ HCompV – inicjalizacja parametrów modeli HMM, funkcja wykorzystywana do 

treningu modelu uniwersalnego,  
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¶ HCopy – przeprowadzanie segmentacji oraz parametryzacji plików dźwiękowych 

zgodnie z wytycznymi z pliku konfiguracyjnego config, 

¶ HHed – zwiększanie liczby komponentów mikstury, funkcja wykorzystana do 

treningu modeli uniwersalnych. 

Praca z pakietem HTK spowodowała konieczność stworzenia funkcji, które będą dokonywać 

operacji na wymienionych plikach, właściwych dla tego pakietu. Poszczególne funkcje 

wywoływane są z argumentami poprzez komendę „system” środowiska  Matlab.   

Tworzenie modeli uniwersalnych – funkcja „createUBM” 

W systemach głosowych modele mówców nie są trenowane od podstaw, lecz 

adaptowane z modeli uniwersalnych. Stąd zaistniała konieczność stworzenia funkcji, która 

pozawalałaby na trening modelu mówco niezależnego. Funkcja „createUBM” przyjmuje 

następujące argumenty: ścieżkę do pliku proto, monophones, config i do pliku typu MLF, 

macierz ścieżek do plików WAV, liczbę reestymacji jakim ma zostać poddany prototyp, 

liczbę mikstur gaussowskich, jaka ma przypadać na stan pojedynczego modelu oraz ścieżkę 

do folderu, w którym ma zostać zapisany model.  

Pierwszym etapem działania funkcji jest poddanie plików WAV 

parametryzacji. Następnie ścieżki do nowopowstałych plików MFC są zapisywane w pliku 

skryptowym. Funkcja HCompV na podstawie partii danych treningowych oblicza całkowite 

średnie oraz wariancje wektorów akustycznych [8]. Tymi wartościami inicjalizowane są 

parametry pojedynczego modelu. W wyniku działania tej funkcji otrzymywany jest jeden 

model, którego każdy ze stanów posiada takie same parametry. Przed rozpoczęciem serii 

reestymacji konieczne jest utworzenie pliku hmmdefs, który będzie zawierał prototyp modelu 

każdego z fonemów z listy monophones. To zadanie realizuje zdefiniowana przez Autora 

funkcja „FromProto2Hmmdefs”: model kopiowany jest do pliku hmmdefs, liczba kopii 

modelu jest równa liczbie fonemów z pliku monophones, a każda z nich zyskuje inną nazwę 

odpowiadającą nazwie fonemu. Jak sugerują autorzy pakietu HTK [8], dobrą strategią 

treningową jest zwiększanie liczby mikstur przypadających na jeden stan stopniowo, dlatego 

też po każdej reestymacji parametrów modeli, liczba mikstur jest zwiększana o jedną. 

Uproszczoną zasadę działania funkcji „createUBM” przedstawiono na Rys. 9.  
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Rys. 9 Uproszczony schemat działania funkcji "createUBM" 

Funkcja HRest dokonuje reestymacji parametrów metodą EM (uaktualniane są 

wszystkie parametry modeli). Wynikiem działania funkcji „createUBM” jest zestaw 

uniwersalnych modeli HMM.  

Tworzenie modeli mówców – funkcja „enroll” 

Założono, że w systemie będącym przedmiotem tej pracy trening modeli będzie 

dokonywał się na podstawie mowy o znanej treści, dlatego też funkcja „enroll” przyjmuje 

jako argument ścieżkę do pliku typu MLF. Pozostałymi argumentami funkcji są: macierz 

ścieżek do plików z rozszerzeniem WAV, na podstawie których ma zostać wytrenowany dany 

model, ścieżka do pliku hmmdefs z definicjami modeli uniwersalnych, ścieżka dostępu do 

pliku typu config, oraz do folderu, w którym zostanie zapisany model, maksymalna liczba 

estymacji i współczynnik zbieżności. Podobnie jak w przypadku funkcji „createUBM”, 

w pierwszym etapie działania programu pliki dźwiękowe zostają poddane parametryzacji 

zgodnie z wytycznymi z pliku config. Na podstawie pliku hmmdefs tworzona jest lista modeli 

monophones. Każda reestymacja poprzedzona jest rozpoznawaniem. Do przeprowadzenia 

rozpoznawania wykorzystywana jest funkcja HVite, która wywoływana jest z parametrem 

forced alignment. W trybie tym funkcja HVite tworzy własną słowosieć na podstawie pliku 

MLF zawierającego transkrypcję na poziomie słów oraz słownika. W pliku MLF 

wyszukiwane są transkrypcje o nagłówkach odpowiadających nazwom sparametryzowanych 

plików dźwiękowych. W przypadku tego systemu wykorzystywane są pliki MLF 

z transkrypcją na poziomie fonemów. W związku z tym, słownik musi również przyjąć 

odpowiednią formę: słowa zastępowane są w nim fonemami (Rys. 10). 
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Rys. 10 Działanie funkcji HVite 

Jak przedstawiono na Rys. 10 słownik tworzony jest na podstawie treści pliku 

monophones. Zadanie to realizuje zdefiniowania przez Autora funkcja „CreateDictSimple”. 

Funkcja HVite zwraca wyniki w postaci logarytmów prawdopodobieństw, które zapisywane 

są do pliku typu MLF. Treść pliku jest wczytywana do pamięci programu Matlab w postaci 

macierzy typu cell. Pierwsze rozpoznawanie przeprowadzane jest na modelu wejściowym. 

Następnie rozpoczynany jest cykl reestymacji, który kontynuowany jest dopóki nie zostanie 

spełniony któryś z dwóch warunków: zostanie osiągnięta maksymalna liczba reestymacji lub 

średnie z wyników nie będą się znacząco różniły między sobą. W programie wykorzystano 

adaptację MAP średnich oraz adaptację ML macierzy przejść. Każdorazowo po adaptacji 

przeprowadzane jest rozpoznawanie, następnie jego rezultaty porównywane są z rezultatami 

poprzedniej iteracji, zaś w przypadku pierwszej adaptacji - z wynikami rozpoznawania 

przeprowadzonego na modelu wejściowym (Rys. 11). Od średniej wyników z aktualnej 

iteracji odejmowana jest średnia wyników z poprzedniego rozpoznawania, a różnica 

porównywana jest ze współczynnikiem zbieżności. Różnica mniejsza od wartości  

współczynnika oznacza, że osiągnięto zbieżność.  

Jak podaje autor artykułu ze źródła [10] do adaptacji metodą MAP konieczna jest 

mniejsza ilość danych niż do adaptacji metodą ML. Autorzy dokumentacji HTK prezentują 

odmienną opinię i jako sprawniejszą w treningu z małą ilością danych wskazują metodę ML. 

W systemie będącym tematem tej pracy zdecydowano się na połączenie tych dwóch metod. 

Autorzy artykułu ze źródła [4] zalecają aktualizację metodą MAP tylko średnich. Dlatego też 

takie rozwiązanie przyjęto w tej pracy.  
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Rys. 11 Adaptacja modeli w funkcji "enroll"  

 

Rozpoznawanie – funkcja „verify” 

Funkcja „verify” przyjmuje następujące argumenty: ścieżkę dostępu do pliku, w którym 

zapisano definicje modeli Markowa danego mówcy, macierz ścieżek dostępu do plików 

z definicjami modeli Markowa mówców z kohorty, ścieżkę dostępu do pliku z definicjami 

modeli uniwersalnych, treść hasła oraz ścieżkę do pliku konfiguracyjnego config. 

W pierwszym etapie działania funkcji na podstawie plików z definicjami modeli fonemów 

tworzone są odrębne spisy modeli. Hasło stanowi macierz typu cell, której komórki zawierają 

pojedyncze fonemy. Na podstawie haseł oraz list modeli tworzone są odrębne słowniki. 

Słowniki stanowią bazę dla plików z gramatykami.   

Rozpoznanie wywoływane jest w obrębie funkcji „verify” trzy razy: osobno dla grupy 

modeli tworzących kohortę, dla sprawdzanego modelu oraz dla modelu uniwersalnego. 

Wywołanie rozpoznawania z wieloma definicjami modeli HMM na raz możliwe jest tylko 

wtedy, gdy każdy mówca ma inaczej nazwane modele samogłosek. Do nazw modeli 

samogłosek musi być zatem dodany unikatowy prefiks będący, na przykład, nazwą pod jaką 

mówca jest przechowywany w bazie (nazwa folderu).   
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Rys. 12 Przykładowy słownik oraz gramatyka 

Na Rys. 12 przedstawiono przykładowy słownik wraz z odpowiadającą mu gramatyką. 

Słownik został wygenerowany na postawie hasła „Adam”, w którym każdy fonem nie będący 

samogłoską zastąpiono „ROS”. W słownikach transkrypcja na poziomie fonemów 

poprzedzona jest całym słowem. W tym przypadku słowa zastąpiono hasłem, do którego 

dodawana jest cyfra, w przeciwnym razie słowa traktowane byłyby jak homofony (słowa 

o identycznym brzmieniu, ale różnej pisowni). W definicji gramatyki z  Rys. 12  założono 

rejestrację jednego z czterech możliwych słów. W każdym przypadku słowo będzie 

poprzedzone i zakończone fonemem „sil” – ciszą.  

Do wywołania funkcji przeprowadzającej algorytm Viterbiego na modelach Markowa, 

HVite, niezbędne są: plik z definicją modeli Markowa, słownik, sieć słów, lista modeli oraz 

sparametryzowany plik dźwiękowy. Rozpoznawanie modeli mówców kohorty wywoływane 

jest z opcją ‘N-best list’, by funkcja HVite zwróciła N najlepszych rozpoznań, gdzie N 

odpowiada liczbie mówców w kohorcie. Wyniki działania funkcji zapisywane są do pliku 

typu MLF. Na Rys. 13 zawartość przykładowego pliku MLF: w pierwszych kolumnach 

umieszczane są ramy czasowe w jednostkach właściwych dla pakietu HTK (100ns), 

w następnej - rozpoznany model, zaś w ostatniej – logarytm prawdopodobieństwa. 

Zdefiniowana przez Autora funkcja „getResults” zwraca macierz lub wektor wyników, przy 

czym można określić dla których modeli wyniki mają zostać pominięte. Wektor ίὧέὶὩ z Rys. 

13 zawiera jedynie wartości dla modeli zaznaczonych pogrubioną czcionką.       
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Rys. 13Przykładowy plik MLF oraz działanie funkcji „getResults” 

Do ustalenia sposobu dokonania normalizacji wykorzystano wzory ze źródła [18]. 

Funkcja verify zwraca dwa wyniki: znormalizowany wynik mówcy, w którego obliczeniu nie 

uwzględniono wyniku uzyskanego przez model uniwersalny oraz znormalizowany wynik, do 

którego obliczeń wykorzystano wyniki uniwersalnego mówcy. Drugi sposób został opisany 

we wspomnianym wcześniej artykule, natomiast pierwszy można traktować jako jego 

uproszczoną formę. W ten sposób Autor chciał sprawdzić, która z metod przyniesie lepsze 

rezultaty.  

I sposób: Założono, że w procesie rozpoznawania uzyskano jednakową N-elementową 

sekwencję fonemów ὡ ύȟύȟȣȟύ  dla każdego z testowanych modeli. Wynik ᾀί 

mówcy Ὓ reprezentowanego przez model ‗ί to suma wyników ὥὧί poszczególnych fonemów: 

 

ᾀ‗ ὥὧίȢ (18)  

Wynik ὥὧί (ang. acoustic score) fonemu ύ: 

 
ὥὧίὭ

ÌÏÇὴύὭȿὕ

ὸ
ȟ (19)  

gdzie  ὕ to ciąg obserwacji, a ὸ - czas trwania segmentu wyrażony w ramkach. 

Znormalizowany wynik mówcy Ὓ:  

 
ᾀ ‗

ᾀ‗ ‘

„
ȟ (20)  

gdzie  ‘, „ to odpowiednio średnia oraz odchylenie standardowe wyników uzyskanych przez 

mówców z kohorty.  

II sposób: Wynik mówcy Ὓ reprezentowanego przez model ‗: 
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ᾀ‗

В ά ὥὧίὥὧί

ὓ
ȟ (21)  

gdzie άὭ to średnia liczba ramek przypadająca na fonem ύ w rozpoznaniu dla modelu ‗ 

i modelu uniwersalnego ‗ , ὥὧί i ὥὧί , to wyniki fonemu ύ uzyskane podczas 

rozpoznawania odpowiednio dla modelu ‗ mówcy Ὓ oraz modelu uniwersalnego‗ . ὓ to 

średnia liczba ramek przypadająca na fonemy w rozpoznaniach dla tych dwóch modeli:  

 

ὓ
В άὔ
Ὥρ В άὔ

Ὥρ

ς
ȟ (22)  

gdzie  ά  i ά to liczby ramek przypadające na fonem ύ odpowiednio w rozpoznaniach 

modelu ‗ i modelu uniwersalnego‗ Ȣ 

  

Walidacja – funkcja „crossvalidation” 

Aby wyznaczyć punkt akceptacji T systemu należy przeprowadzić tzw. walidację. W tym 

celu napisano oddzielny skrypt, w którym wykorzystano dwie wcześniej opisane funkcje: 

„enroll” oraz „verify”. Zadaniem walidacji jest zebranie odpowiedniej ilości wyników 

z testów typu target oraz impostor. Testem typu target określono wywołanie dla danego 

modelu mówcy funkcji „verify” z nagraniem, którego autorem jest ten mówca (model 

i nagranie zgodne), zaś testem typu impostor – wywołanie funkcji „verify” z nagraniem, 

którego autorem nie jest modelowany mówca (model i nagranie niezgodne). Celem testu typu 

impostor jest zbadanie jak wysoki wynik osiągnąłby użytkownik pragnący zalogować się do 

systemu jako inna osoba - oszust, zaś celem testu target – jaki wynik osiągnąłby uczciwy 

użytkownik. Jak już wspomniano, argumentami funkcji „verify” są m.in. nagranie oraz treść 

hasła. Przyjęto, że treść hasła zawsze jest zgodna z transkrypcją nagrania.   

W kroswalidacji następuje naprzemienne trenowanie modeli i ich testowanie. 

Wypowiedzi, na podstawie których następuje trening modeli, wybierane są losowo spośród 

nagrań przeznaczonych do treningu. W pojedynczej sekwencji tworzenia/testowania modeli 

baza treningowa jest taka sama dla wszystkich mówców (model każdego mówcy trenowany 

jest na podstawie nagrań swojego autorstwa, treść nagrań dla wszystkich mówców jest taka 

sama). Po treningu dokonywana jest zamiana nazw modelowanych fonemów w plikach 

z definicjami – do każdego fonemu dodany zostaje prefiks będący nazwą folderu, w którym 

przechowywane są nagrania danego mówcy. To zadanie realizuje stworzona przez Autora 

funkcja „changeHMM”. Następnie dla każdego mówcy z listy przeprowadzana jest seria 

testów typu impostor. W pojedynczej serii model mówcy testowany jest z 20 losowymi 

wypowiedziami jednego z obcych mówców. Przed każdym wywołaniem funkcji „verify” 

losowana jest grupa mówców z kohorty. Funkcja „createCohort” przyjmuje ścieżkę dostępu, 

do katalogu z wszystkimi modelami mówców oraz nazwę katalogu, w którym 

przechowywany jest model deklarowanego mówcy, gdyż w systemie będącym tematem tej 

pracy przyjęto, iż mówca deklarowany nigdy nie należy do kohorty. Liczba testów typu 
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impostor w jednym cyklu trening/test wynosi ὛϽὔὔ ρ, gdzie N to liczba mówców 

w bazie, a S – liczba nagrań przeznaczonych do treningu jednego modelu. Po serii testów typu 

impostor wykonywane są testy typu target. Liczba testów tego typu w cyklu trening/test 

wynosi ὓϽὔ, gdzie N to liczba mówców w bazie, a M – liczba nagrań autorstwa jednego 

mówcy, które zostały przeznaczone do treningu.  

W skrypcie wykorzystano pakiet Parallel Computing Toolbox będący częścią środowiska 

Matlab2011a. Zastosowanie pętli parfor umożliwia wykonywanie kilku jej iteracji 

równolegle. Dzięki temu skracany jest czas, w jakim wykonuje się kroswalidacja.     

W skrypcie zastosowano również obsługę wyjątków. W razie wystąpienia błędu jest on 

przejmowany przez blok „catch” i raportowany do pliku. Zapobiega to gwałtownemu 

przerwaniu pracy programu.  
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4. Weryfikacja wyników 

System testowano na korpusie mowy polskiej CORPORA. Korpus ten jest 

przystosowany do pracy z pakietem HTK. Na korpus ten składają się nagrania 37 mówców: 

9 kobiet, 24 mężczyzn, 2 dziewcząt oraz 2 chłopców. Każdy z mówców został nagrany 

w warunkach naturalnych pomieszczeń [3]. Na zestaw nagrań pojedynczego mówcy składają 

się: imiona, cyfry, głoski oraz zdania. Główne informacje na temat korpusu zestawiono 

w Tab. 1. 

Tab. 1 Informacje dotyczące korpusu CORPORA 

Korpus CORPORA 

Częstotliwość próbkowania 16kHz 

Rozdzielczość próbkowania 16 bitów 

Liczba zestawów nagrań 45 

Liczba mówców 37 

Liczba nagrań jednego mówcy 365 

W Tab. 2 zestawiono informacje o warunkach trenowania oraz testowania modeli: 

rodzaj zastosowanej parametryzacji, topologię modeli Markowa, dane o nagraniach 

treningowych oraz testowych. Ustawienia dobrano w oparciu o dokumentację HTK [8] oraz 

pracę magisterską [19].  

Tab. 2 Warunki trenowania i testowania modeli 

 

 

 

 

 

 

 

 

 

 

 

Parametryzacja MFCC 
Długość okna czasowego [ms] 20 

Długość ramki [ms] 10 

Funkcja okna czasowego Hamming 

Współczynnik  preemfazy 0,97 

Liczba filtrów 28 

Ilość podstawowych współczynników cepstralnych 12 

Liftering 22 

Topologia modelu Markowa 

Liczba stanów emitujących modelu 3 

Liczba komponentów mikstury gaussowskiej na stan 10 

Nagrania treningowe 

Losowana ilość nagrań treningowych przypadająca na 

jednego mówcę  

20 

Średnia długość jednego nagrania [s] 1,90 

Średnia liczba samogłosek przypadająca na nagranie 7,33 

Nagrania testowe 

Liczba nagrań przypadająca na jednego mówcę 206 

Średnia długość nagrania [s] 0,84 

Średnia liczba samogłosek w nagraniu 2,62 
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Wyniki prezentowane w tym rozdziale zostały otrzymane w warunkach opisanych 

w Tab. 2. Poszczególne testy różniły się między sobą wymiarem stosowanego wektora cech. 

Eksperymentowano również z długością nagrań testowych. W pierwszym teście zastosowano 

parametryzację prowadzącą do otrzymania 24-wymiarowego wektora cech. Wektor ten 

składał się z 12 współczynników podstawowych oraz ich przyrostów pierwszego rzędu 

(parametry dynamiczne typu Δ). Zastosowano również usunięcie średniej cepstralnej CMS 

(ang. Cepstral Mean Subtraction). Operację CMS stosuje się w celu zwiększenia odporności 

parametryzacji na szumy [9]. W każdym cyklu trening/test losowano 20 spośród 114 nagrań 

przeznaczonych do tego celu. Nagrania te zawierały krótkie zdania. Średnia długość jednego 

nagrania wynosi ok. 1,90s, a zatem baza treningowa na jeden model wynosi poniżej 38s 

mowy (nagrania zawierają fragmenty ciszy). Im większa ilość danych wykorzystanych do 

treningu modeli, tym wyższa ich jakość oraz sprawność systemu [8]. Jednakże należy mieć 

również na uwadze komfort potencjalnych użytkowników systemu. Rejestracja do systemu 

powinna dokonywać się na jak najkrótszej wypowiedzi. Na Rys. 14 oraz na Rys. 15 zostały 

przedstawione wyniki pierwszej kroswalidacji. Wykres z Rys. 14  dotyczy rezultatów 

uzyskanych poprzez normalizację, w której nie uwzględniono wyniku modelu uniwersalnego 

mówcy (I sposób normalizacji), zaś wykres Rys. 15 – rezultatów uzyskanych poprzez 

normalizację, w której uwzględniano wyniki modelu uniwersalnego (II sposób normalizacji). 

Na prezentowanych w tym rozdziale wykresach, czerwone histogramy reprezentują 

rozkład wyników osiągniętych przez oszustów (impostors), a  niebieskie – rozkład wyników 

uzyskanych przez uczciwych mówców (target). Na wykresach przedstawiono również 

procentowe wartości stopy fałszywego odrzucenia FRR (niebieska linia) oraz stopy fałszywej 

akceptacji FAR (czarna linia) w funkcji progu.  

 

Rys. 14 Histogram wyników kroswalidacji z wykorzystaniem modelu uniwersalnego trenowanego na 

wszystkich mówcach i normalizacji ze sposobu I 
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Rys. 15 Histogram wyników kroswalidacji z wykorzystaniem modelu uniwersalnego trenowanego na 

wszystkich mówcach i normalizacji ze sposobu II 

W warunkach trenowania i testowania modeli opisanych w Tab. 2 oraz przy 

wykorzystaniu 24-wymiarowego wektora cech (współczynniki podstawowe, parametry 

dynamiczne typu Δ, operacja CMS), system charakteryzuje się wartością współczynnika EER 

na poziomie 14%. Rezultaty te nie wskazują na wysoką sprawność systemu, jednakże jak 

przedstawiono na histogramach na Rys. 14 oraz Rys. 15, zauważalna jest pewna regularność 

w wynikach. Zatem poprzez dobór innych parametrów możliwa jest poprawa jakości systemu.  

W kolejnych próbach eksperymentowano z ustawieniami parametryzacji. Włączenie do 

wektora cech przyrostów drugiego rzędu współczynników cepstralnych (parametry 

dynamiczne typu ΔΔ), powinno pozytywnie wpłynąć na dokładność modeli. Parametry te 

odzwierciedlają krótkotrwałe zmiany położenia narządów artykulacyjnych. Jak podaje autor 

w swojej pracy [19], operacja CMS wpływa negatywnie na sprawność systemów 

rozpoznawania mówców, gdy testowane nagrania nie są zaszumione (zamiast zakłóceń 

usuwana jest informacja o cechach osobniczych). W związku z tym, przeprowadzono również 

testy, w których nie stosowano operacji CMS. Walidacje przeprowadzono na grupie 37 

mówców, zaś kohorta liczyła 17 mówców. Podczas każdej walidacji przeprowadzono 79920 

testów impostor oraz 22866 testów target. Każda walidacja wymagała wytrenowania 

odrębnego modelu uniwersalnego. Za każdym razem liczba reestymacji modelu 

uniwersalnego była taka sama i wynosiła 13. Wyniki z uwzględnieniem sposobu normalizacji 

zestawiono w Tab. 3. 
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Tab. 3 Zestawienie wyników walidacji  

Współczynniki 

MFCC 

Długość wektora 

akustycznego 

Sposób 

normalizacji 

EER[%]  

Ў ὅὓὛ 24 I 13,7831 

II 13,4835 

Ў ЎЎ ὅὓὛ 36 I 16,5765 

II 16,4699 

Ў 24 I 7,9266 

II 7,9078 

Ў ЎЎ 36 I 10,9792 

II 11,0485 

 

Jak wynika z Tab. 3 współczynnik  EER osiągnął najmniejszą wartość gdy wektor cech 

składał się ze współczynników podstawowych oraz współczynników typu Δ. Stosowanie 

operacji CMS wpływało negatywnie na sprawność systemu (większe wartości 

współczynników EER). Gdy wektor cech składał się ze współczynników podstawowych, ich 

przyrostów czasowych pierwszego i drugiego rzędu, to współczynnik EER osiągał mniejszą 

wartość niż w przypadku, gdy stosowano operację CMS oraz wektor cech składający się 

ze współczynników podstawowych oraz ich przyrostów pierwszego rzędu. Najmniejszą 

sprawność system osiągnął, gdy parametryzacja prowadziła do 36-wymiarowego wektora 

cech składającego się ze współczynników podstawowych, współczynników dynamicznych Δ 

oraz ΔΔ, przy równoczesnym stosowaniu operacji CMS. 

Nagrania testowe, które wykorzystywano w poprzednich walidacjach, zawierały od 2 do 

4 samogłosek, średnia długość jednego nagrania wynosiła ok. 0,84s. Postanowiono wykonać 

testy na dłuższych nagraniach. Nagrania treningowe w dalszym ciągu były losowane spośród 

114 zdań. Zdania te zawierają od 5 do 11 samogłosek. Wypowiedzi, które nie zostały 

wylosowane do treningu, wykorzystywane były w testach impostor oraz target. Zatem 

w pojedynczym cyklu trening/test na jednego mówcę przypadały 94 wypowiedzi testowe. Na 

Rys. 16 oraz Rys. 17 przedstawiono rozkład wyników uzyskanych w kroswalidacji, w której 

parametryzacja prowadziła do otrzymania 24 – wymiarowego wektora cech (współczynniki 

podstawowe oraz ich czasowe przyrosty rzędu pierwszego, zastosowanie operacji CMS). 

Mniejsza liczba nagrań testowych spowodowała, że przeprowadzono mniej testów typu target 

w stosunku do poprzednich prób.  
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Rys. 16 Histogram wyników kroswalidacji z wykorzystaniem dłuższych nagrań z i normalizacji ze 

sposobu I 

 

Rys. 17 Histogram wyników kroswalidacji z wykorzystaniem dłuższych nagrań z i normalizacji ze 

sposobu II 

Przeprowadzono cztery kroswalidacje, w których wykorzystano dłuższe nagrania. 

Rezultaty z uwzględnieniem sposobu normalizacji zestawiono w Tab. 4. Podczas każdej 

walidacji przeprowadzono 79920 testów typu impostor oraz 10434 testów typu target. 

Całkowita liczba mówców wynosiła 37, zaś liczba mówców w kohorcie – 17.  
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Tab. 4 Zestawienie wyników walidacji na dłuższych nagraniach 

Współczynniki 

MFCC 

Długość wektora 

akustycznego 

Sposób 

normalizacji 

EER[%]  

Ў ὅὓὛ 24 I 3,6384 

II 3,2207 

Ў ЎЎ ὅὓὛ 36 I 4,3253 

II 4,0595 

Ў 24 I 2,1028 

II 1,7924 

Ў ЎЎ 36 I 2,7152 

II 2,5011 

  

Jak wynika z Tab. 4, wykorzystanie dłużych nagrań testowych zwiększyło sprawność 

systemu. I w tym przypadku operacja CMS negatywnie wpływała na jakość weryfikacji. 

Wspólczynnik EER również osiągnął najmniejszą wartość, gdy zastosowano parametryzację 

prowadzącą do otrzymania 24-wymiarowego wektora składającego się ze współczynników 

podstawowych oraz ich przyrostów czasowych pierwszego rzędu. Na Rys. 18 

zaprezentowano jak na sprawność systemu wpłynęło wydłużenie frazy testowej. Zestawiono 

wyniki prób, w których parametryzacja prowadziła do otrzymania 24-wymiarowego wektora 

oraz w których wykorzystano operację CMS. Okręgami oznaczono punkty odpowiadające 

współczynnikowi EER. 

 

Rys. 18 Sprawność systemu w zależności od długości haseł z uwzględnieniem sposobu przeprowadzania 

normalizacji   
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Podobne testy - z wykorzystaniem dłuższych nagrań - przeprowadzono na grupie 

mówców płci męskiej. Jak podają autorzy artykułu [4], lepsze wyniki uzyskiwano 

w przypadku, gdy adaptacja modeli mówców dokonywana była na podstawie dwóch modeli 

uniwersalnych zależnych od płci. Z powodu dysproporcji między liczbą kobiet a liczbą 

mężczyzn w korpusie CORPORA przeprowadzono kroswalidację jedynie na nagraniach 

mówców płci męskiej. Rezultaty z uwzględnieniem sposobu normalizacji przedstawiono 

w Tab. 5. Podczas kazdej walidacji przeprowadzono 13536 testów typu target oraz 66240 

testów typu impostor. Całkowita liczba mówców wynosiła 24, zaś liczba mówców 

w kohorcie – 10. 

Tab. 5 Zestawienie wyników walidacji na nagraniach mówców płci męskiej, w której wykorzystano 

dłuższe nagrania 

Współczynniki 

MFCC 

Długość wektora 

akustycznego 

Sposób 

normalizacji 

EER[%]  

Ў ὅὓὛ 24 I 4,5173 

II 4,0814 

Ў ЎЎ ὅὓὛ 36 I 5,1123 

II 4,7451 

Ў 24 I 2,3688 

II 2,0193 

Ў ЎЎ 36 I 3,1091 

II 2,7856 

 

Nie uzyskano spodziewanej poprawy wyników: współczynnik EER uległ zwiększeniu 

w stosunku do analogicznych prób przeprowadzonych na wszsytkich mówcach. W przypadku 

kroswalidacji, w których wykorzystano modele mówców obydwóch płci, w kohorcie mogli 

znajdować się dowolni mówcy. Wykonywano testy impostor, w których modelom mężczyzn 

przeciwstawiano nagrania kobiet, a modelom kobiet - nagrania mężczyzn. W czasie takiej 

próby oszust uzyskiwał mniejszy wynik. Opisana sytaucja nie miała miejsca w kroswalidacji 

na mówcach płci męskiej, gdzie nagrania mężczyzn przeciwstawiano tylko modelem 

mówców płci męskiej. Zatem system osiągnąłby mniejszą sprawność, gdyby w skład kohorty 

wchodzili mówcy, których modele, na podstawie nagrania wejściowego, osiągnęły najwyższe 

wartości logarytmów prawdopodobieństwa. Na Rys. 19 przedstawiono jak na sprawność 

systemu wpłynęło zastosowanie modeli zależnych od płci (stosowana parametryzacja 

w obydwóch przypadkach prowadziła do otrzymania 24-wymiarowego wektora, 

wykorzystanie operacji CMS). Okręgami oznaczono punkty odpowiadające współczynnikowi 

EER. Krzywe określone jako „All” odnosza się do wyników kroswalidacji na wszystkich 

mówcach, zaś te określone jako „Man”- do wyników kroswalidacji na mówcach płci męskiej. 
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Rys. 19 Porównanie sprawności systemu, w przypadku wykorzystania modeli uniwersalnych zależnych od 

płci z uwzględnieniem sposobu normalizacji 

Najwyższą sprawność system wykazywał przy wykorzystaniu współczynników typu Δ. 

W przypadku opisanych testów nie sprawdziła się operacja CMS, jednakże jest ona zalecana,  

gdyż w innych warunkach poziom szumu może okazać się wyższy. Na sprawność systemu 

stosunkowo duży wpływ ma liczba samogłosek w nagraniach testowych. Od 2 do 4 

samogłosek w haśle nie wystarczyło do poprawnej weryfikacji wszystkich mówców. Gdy 

stosowano hasła, które zawierają od 5-11 samogłosek, wartość współczynnika EER 

kształtowała się na poziome około 2-3%.   

Uzyskane wyniki porównano z rezultatami jakie udało się osiągnąć autorowi pracy 

inżynierskiej „Adaptacyjny system redukcji szumu akustycznego” [20]. Autor prezentuje 

system text-independent bazujący na modelach GMM. Skonstruowany przez niego system 

również został przetestowany na korpusie CORPORA. Wartość współczynnika EER 

kształtowała się na poziomie 0%, jednakże w proponowanym przez niego rozwiązaniu, do 

modelowania mówcy wykorzystywana jest cała wypowiedź. W systemie będącym 

przedmiotem tej pracy do modelowania mówcy wykorzystywane są jedynie fragmenty nagrań 

odpowiadające samogłoskom, zatem zasób danych treningowych jest mniejszy, pomimo 

iż testy zostały przeprowadzone na tej samej bazie nagrań. Systemy ze zmiennym hasłem są 

bardziej odporne na ataki z wykorzystaniem nagrań (replay attacks) w porównaniu 

z systemami tekstowo niezależnymi.  

Stosowano dwie metody normalizacji, dlatego też  w wyniku każdej przeprowadzonej 

kroswalidacji otrzymano po dwa zestawy rezultatów. Zestawy wyników, do obliczeń których 

nieuwzględniany był wynik od modelu uniwersalnego mówcy (sposób normalizacji I), prawie 

zawsze charakteryzowały się większym współczynnikiem EER. Normalizacja sposobem II 

jest bardziej czasochłonna, gdyż wymaga większego nakładu obliczeń. Do jej 
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przeprowadzenia konieczne jest dodatkowe rozpoznawanie dla modelu uniwersalnego. Może 

ona być jednak bardziej dokładniejsza, gdyż pod uwagę brane są liczby ramek przypadające 

na rozpoznany fonem.  

Pewnym ograniczeniem dla Autora była dostępna baza nagrań – CORPORA. Nie 

zawiera ona równej ilości mówców męskich i żeńskich. Na każdego mówcę przypada co 

prawda duża liczba nagrań, lecz są one bardzo krótkie i stosunkowo ubogie w samogłoski: 

zdania zawierają od 5 do 11 samogłosek (114 zdań), nagrania z hasłami: 2-4 samogłosek 

(206), a reszta nagrań jedną samogłoskę lub jedną spółgłoskę. Zaletę korpusu CORPORA 

stanowi fakt, iż dołączona jest do niego transkrypcja na poziomie fonemów. Zatem możliwe 

było przeprowadzenie treningu modeli na opisanej mowie. Zaprojektowany system można 

przetestować na innej bazie, zasobniejszej w nagrania oraz sprawdzić jaka będzie jego 

dokładność w przypadku zakłóceń. Można także przeprowadzić badania na korpusie innego 

języka niż polski, bowiem ilość informacji o mówcy przenoszona w samogłoskach zależy od 

specyfiki danego języka [5]. Należy również zbadać jak na sprawność systemu wpłyną błędy 

użytkowników polegające na niepoprawnym wymówieniu zadanego hasła (ang. lexical 

mismatch). 

Powodzenie systemu weryfikacji głosowej może zależeć od wielu czynników:  

¶ jakości modelu uniwersalnego, czyli stopnia, w jakim odzwierciedla on różnorodność 

cech mówców [12],  

¶ rodzaju parametryzacji: liczby filtrów w banku oraz współczynników cepstralnych,  

¶ topologii modelu Markowa (liczba stanów oraz mikstur gaussowskich), 

¶ długość nagrania treningowego oraz nagrania testowego [19].  

W pracy prześledzono jak na sprawność systemu wpłyną niektóre z poddanych 

czynników: rodzaj współczynników cepstralnych, długość nagrań testowych oraz sposób 

normalizacji. Przeprowadzenie testów w wielu konfiguracjach ustawień nie było możliwe 

ze względu na ograniczony czas przeznaczony na realizację zadania projektowego.  
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5. Zakończenie 

Weryfikacja głosowa stanowi niezmiernie złożone zagadnienie. W pracy opisano 

procesy, jakim poddawany jest sygnał mowy: segmentację oraz parametryzację. 

Zaprezentowano znane klasyfikatory stosowane w systemach głosowych oraz ogólnie 

scharakteryzowano mikstury gaussowskie i modele Markowa, które wykorzystano w systemie 

będącym przedmiotem tej pracy. Przedstawiono również pakiet HTK, którym posłużono się 

przy konstrukcji systemu. Wskazano zalety oraz wady proponowanego systemu weryfikacji 

w trybie ze zmiennym hasłem, przedstawione istniejące rozwiązania tego problemu. 

W projekcie przedstawiono rezultaty uzyskane w wyniku kroswalidacji 

przeprowadzonej na bazie mówców języka polskiego CORPORA. Wykorzystano modele 

uniwersalne wytrenowane na podstawie tej bazy, z podziałem oraz bez podziału na płeć. 

Opisano dwie metody normalizacji na poziomie fonemów. Otrzymane wyniki zestawiono ze 

sobą i porównano. Przy optymalnych ustawieniach systemu osiągnięto wynik współczynnika 

EER na poziomie 2%, co jest wynikiem zbliżonym, do wartości, przy której pracują 

komercyjne aplikacje. Informacja przenoszona przez samogłoski jest zatem wystarczająca do 

zweryfikowania mówcy, o ile testowana wypowiedź zawiera odpowiednią liczbę samogłosek.  

Jak wykazano, sprawność systemu zależy od wielu czynników. Z powodu ograniczeń 

czasowych nie sprawdzono jak na jakość systemu wpłynie większa liczba konfiguracji 

ustawień. Jednakże kierując się dostępnymi źródłami literaturowymi oraz wynikami 

przeprowadzonych eksperymentów, zaproponowano jak najbardziej optymalną, 

w przekonaniu Autora,  konfigurację systemu.  

Istnieje możliwość dalszego rozwoju programu poprzez dołączenie modułu 

odpowiedzialnego za generację hasła na podstawnie wybranej leksyki. W tym celu można na 

przykład wykorzystać istniejący program do transkrypcji ortograficznej na fonetyczną dla 

języka polskiego – ORTOFON. Można również tak zaadaptować system, by trening modeli 

HMM dokonywał się na mowie nieopisanej. Użytkownik nie musiałby w takiej sytuacji 

powtarzać zadanych fraz, gdyż trening przeprowadzany byłby na mowie swobodnej. 

W dalszej perspektywie, system mógłby zostać wyposażony w moduł telekomunikacyjny. 

Pozwoliłoby to na przetestowanie systemu nie tylko na nagraniach, lecz również na 

rzeczywistej mowie.   
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7. Załączniki 

Spis zawartości dołączonych nośników 

Folder: „Projekt inżynierski”: 

- „Biometryczny system weryfikacji głosu w trybie ze zmiennym hasłem.docx” 

- „Biometryczny system weryfikacji głosu w trybie ze zmiennym hasłem.pdf” 

 

Folder „kroswalidacja”:  

changeHMM.m 

CreateDictionary.m 

CreateDictSimple. 

createGram.m 

createMonofromHMMdef.m 

crossvalidation_par.m 

enroll.m 

error2file.m 

getResults.m 

getScore.m 

getTargetFrame.m 

ListSubfolders.m 

log2file.m 

my_randperm.m 

pathsIntofile.m 

verify.m 

createUBM.m 

createScp.m 

FromProto2Hmmdefs.m 

FromVFloors2Macros.m 

CreateCohort.m 

Opis informatyczny procedur 

Środowisko programowania: Matlab 2011a 

Najważniejsze składowe system: 

enroll.m 

function  [LL,LN,delta] = 

enroll(ArraywithWavPaths,MLFpath,UBMhmmdef, ConfigPath,outputDir,ReestMax,  

th reshold)  
%Creates speaker model  
%INPUT arguments:  
    %ArraywithWavPaths -  Cell array of paths to wavs files from which model 

%would  be trai ned  
    %MLFpath -  path to MLF file  
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    %ConfigPath -  path to config file, wavs would be parameteri zed as it is 

%specified in config file  
    %ModelDir -  directory in which model would be saved  
    %ReestMax -   maximum nr of iterations, default 10  
    %threshold -  convergence coeffi c ient , default 0.008  
%OUTPUT arguments:  

%LL -  vector containing a set of ñlastò average likelihood ratios 

%values  
    %LN -  vector containing a set of ñnewò average likelihood ratio values  
    %delta -  vector contain in g differe nces between average likelihood ratio 

%values  
%Used functions:  
    %createMonofromHMMdef,createScp,pathsIntoFile,CreateDictSimple,get Score  

%Used HTK functions:  
%HCopy, HRest  
 

 

verify.m 

function  [t_norm,t_norm_ubm] = 

verify(path2recording,phrase,configpath, claimantSpeakerHmm,  

ArrayofSpeakersHmm,UniversalHmm,outputFilesDir)  
%conducts Virtebi algorithm  on claimant speakers' HMM models and returns  
%normalized  score  
%INPUT arguments:  
    %path2recording -  path to wav file  
    %phrase -  cell array with text - promp t ex {'a', 'ROS', 'a',  'ROS'}  
    %configpath -  path to config file, wavs would be parameterized  as it is 

%specified in config file  
    %claimantSpeakerDir -  path to claimant speaker's hmmdefs file  
    %ArrayofSpeakersDir -  cell array of paths to others speakers' hmmdefs  
    %files  

    % UniversalHmm  -  path to universal  speaker's hmmdefs file  
    % outputFilesDir  ï directory to output folder  

 
%OUTPUT arguments:  
    %t_norm -  normalized  score of claimant speaker  
    %t_norm -  normalized  score of claimant speaker, score of speaker      

%independent model,  average number of frames per phone within speaker  
    %independent model and speaker dependant model, average number of  
    %all frames within speaker dependent & speaker independent model taken    

%int o account  
    %(all apart from 'sil','sp','ROS')  
%Used functions:  
    %getTargetFrame,  CreateDictionary,  createGram,  getResults  
%Used HTK functions:  
%HCopy, HParse, HVite  

 

crossvalidation_par.m 

function  [] = 

crossvalidation_par(SpeakersDir,ModelsDir,CohortSi ze,path2UBMhmmdefs,  

configPath ,  SessionNum )  
%Runs crossvalidation for text - prompted system based on vowels models ,  
%uses para ll el loops  
%INPUT arguments:  
    %SpeakersDir -  path to folder co ntaining sub folders with recordings  
    %Path2Models -  path to fold er in which speakers models would be created  
    %path2UBMhmmdefs -  path to universal hmmdefs  
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    %configPath -  path to config file  

%SessionNum -  number of test/training sessions  
%Used functions:  
    %changeHMM,enroll,createCohort,verify  

 

createUBM.m 

funct ion  [] = 

createUBM(ArraywithWavPaths,MLFpath,MonophonesPath,ProtoPath,ConfigPath,  

ModelDir,reestNr)  
%Creates UBM models  
%INPUT arguments:  
    %ArraywithWavPaths -  Cell array of paths to wavs from which model would  
    %be trained  
    %MLFpath -  path to MLF  file  
    %MonophonesPath -  path to monophones' list (all monophones which are 

%used in MLF file)  
    %ProtoPath -  path to proto file, model would be trained as it is 

%specified  in proto file (number of states, number of mixtures etc.)  
%ConfigPath -  path to config file, wavs would be parameterized as it is 

%specified in config file  
    %ModelDir -  directory in which model would be created  
    %reestNr -  number of reestimations  
%Used functions:  
    %createScp,FromProto2Hmmdefs, FromVFloors2Macros  
%Used HTK functions:  
%HCopy, H CompV, HHed,  HRest  

 

createCohort.m 

function  [ArrayofPaths2Speakers] = 

createCohort(ModelsDir,ClaimantSpeaker,CohortSize)  
%Creates cohort of sp eakers  
%INPUT arguments:  
    %ModelsDir -  directory to folde r containing speakers' folders   
    %ClaimantSpeaker -  speaker who would be excluded from cohort, folder  
    %from ModelsDir  
    %CohortSize -  Size of cohort  
%OUTPUT arguments:  

%ArrayofPaths2Speakers -  cell array of paths to cohort speakers ô 

%hmmdefs 

 

 

 


